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1 Introduction

L'apprentissage statistique (machine learning en anglais) ou encore la fouille de données (data min-
ing) comprend les di�érentes méthodes de recherche d'information dans un jeu de données à des �ns
prévisionnelles et/ou et décisionnelles. L'évolution relativement récente de la théorie de l'apprentissage
s'explique par le développement de moyens de stockage d'information et l'apparition de jeux de données
volumineux (big data).

Parmi les di�érentes problématiques, on peut citer

1. L'apprentissage supervisé. Comprendre les relations entre di�érentes variables dans un jeu de
données. Un exemple typique est la régression (variable quantitative) ou l'analyse discriminante
(variable qualitative) qui consistent à trouver une fonction φ permettant de comprendre ou prédire
une variable Y en fonction de variables explicatives X1, ..., Xk.

2. L'apprentissage non-supervisé. Trouver un schéma simple permettant d'expliquer le comportement
d'une variable Y seulement à partir dobservations de cette variable (pas de variables explicatives).
Par exemple, regrouper les observations en classes (ou clusters) homogènes les plus di�érentes
possibles.

3. La modélisation. Proposer un modèle qui soit adapté aux données et qui explique les interactions
entre les variables. Choisir entre un modèle simple, souvent moins adapté mais plus facile à étudier,
et un modèle compliqué qui apporte souvent peu d'information. Le �meilleur� modèle dépend
généralement de l'objectif (prédictif ou explicatif).

4. La recherche d'information pertinente. Dans des données de grandes dimensions notamment, ré-
sumer et extraire l'information qui nous intéresse.

Le plus souvent, les données sont sous la forme de variables X1, ..., Xk observées sur une population
de taille n. Un premier travail indispensable relevant de la Statistique descriptive est l'exploration des
données, qui consiste à étudier les di�érents types des variables, leurs distributions, les corrélations, la
présence de données atypiques etc... Une fois ce travail e�ectué, on peut choisir de �ra�ner� le jeu de
données par des opérations naturelles, comme des transformations de variables ou la réduction de la
dimension (regrouper ou supprimer certaines variables etc...).

Exemples de problèmes d'apprentissage en pratique

1. Marketing. L'objectif est une communication personnalisée et adaptée à chaque client. On peut
vouloir par exemple:

- Modéliser la probabilité de posséder un bien. Les clients dont la probabilité est la plus forte
seront démarchés en priorité.

- Evaluer les risques de départ de clients (par exemple chez un opérateur de téléphonie) a�n
d'inciter à rester en priorité les clients dont la probabilité de départ est la plus élevée.

- Evaluer les risques de faillite ou incapacité à rembourser dans le cas d'attribution d'un crédit
bancaire.

Un modèle peut être évalué sur un échantillon représentatif et ensuite extrapolé à toute une pop-
ulation ou alors directement construit sur des gros jeux de données issus par exemple de réseaux
sociaux ou d'un moteur de recherche. Les types de problématiques vont du choix d'un modèle à la
recherche d'information pertinentes et le traitement de données de grandes dimensions.
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2. Reconnaissance de caractères manuscrits. Développement de logiciels de reconnaissance d'écriture,
par exemple pour automatiser le tri du courrier. C'est un problème classique de classi�cation
supervisée.

3. Santé. L'apprentissage peut être utilisé pour e�ectuer un diagnostic à partir d'examens médicaux.
La régression logistique ou d'autres méthodes de discrimination permettent par exemple d'évaluer
la probabilité d'être porteur d'une maladie à partir d'un bilan médical.

4. Epidémiologie. L'apprentissage statistique est très utilisé pour rechercher de facteurs à risques de
maladies sur une population, ce nécessite généralement de manipuler de grandes bases de données.

5. Biologie. Les données génétiques sont parmi les exemples les plus �agrants de problèmes de grandes
dimensions sous-identi�és, càd pour lesquels le nombre de variables explicatives (les gênes) est large-
ment supérieur à la taille de l'échantillon. Les méthodes de régression parcimonieuses sont utilisées
pour mesurer l'in�uence de certains gênes sur des pathologies, maladies, caractères physiques etc...

2 Analyse exploratoire préliminaire

L'analyse et le nettoyage des données est une première étape indispensable à toute étude statistique.
Il s'agit notamment de

- connaître les variables disponibles, leurs types, distributions etc...

- éliminer des variables ou informations redondantes

- transformer éventuellement des variables pour se ramener (si possible) à des variables plus faciles à
étudier

- étudier les liens entre variables par des analyses bivariées, représentations graphiques, tests d'indépendances
etc...

- gérer les données manquantes et les valeurs aberrantes.
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2.1 Statistique descriptive

Il est toujours bon d'avoir une idée générale sur le comportement des variables du jeu de données.
Les informations simples sur les variables sont obtenues par des représentations graphiques et/ou des
mesures numériques. Après avoir déterminé le type de chaque variable (qualitative, quantitative, discrète
continue...), on pourra calculer

• pour les variables quantitatives:

- la moyenne et/ou médiane pour évaluer la position

- la variance, l'étendue, l'écart inter-quartiles etc... pour évaluer la dispersion

- le coe�cient d'asymétrie, ou skewness, pour évaluer la forme de la distribution

• pour les variables qualitatives

- les modalités et leurs fréquences ou e�ectifs

- le mode (la ou les modalités les plus représentées)

Il est également souvent très utile de représenter graphiquement les données par des histogrammes, boîtes
à moustaches (box-plot) etc... ce qui permet de se faire une idée de la distribution ou encore de repérer
facilement des données aberrantes.

L'analyse bivariée permet d'étudier les intéractions entre les di�érentes variables. Les mesures numériques
et représentations graphiques sont, selon les cas

- le coe�cient de corrélation et le nuage de points (quantitative − quantitative)

- le rapport de corrélation et la boîte à moustaches (qualitative − quantitative)

- le V de Cramer ou distance du χ2 et la table de contingence (quantitative − quantitative)

Pour chaque situation, il est bien sûr judicieux d'e�ectuer un test d'indépendance ou de non-corrélation,
que ce soit seulement sur les variables explicatives ou en incluant la variable à expliquer. Evidemment,
l'indépendance (ou non-corrélation) est souhaitable entre une variable explicative et la variable à expli-
quer mais ne l'est pas entre les variables explicatives. Si des variables explicatives ont des comportements
très proches (par exemple une corrélation proche de 1 ou −1), il peut être utile de supprimer une des
variables pour réduire la dimension du modèle. De manière générale, on peut supprimer une variable
explicative si son information est contenue dans plusieurs autres variables, ce qui se traduit dans le cas
linéaire par un VIF (variance in�ation factor) important.

2.2 Normalité

Pour des variables quantitatives continues, la normalité est une propriété à la fois courante et ex-
trêmement appréciable pour de nombreuses raisons (exactitude des tests, estimation paramétrique simple,
équivalence entre indépendance et non-corrélation etc...). Si une variable ne suit pas une loi normale, une
simple transformation non-linéaire peut parfois su�re à lui donner un comportement Gaussien.

L'histogramme et surtout le diagramme quantile-quantile (qq plot) permettent de véri�er graphique-
ment si des données sont Gaussiennes. Pour s'en assurer, il est bien sûr préférable de faire un test de
normalité comme le test de Shapiro-Wilk ou le test de Lilliefors.

Si les données ne sont pas Gaussiennes, une transformation non-linéaire comme le logarithme, l'exponentiel
ou une puissance peut permettre de se ramener à un échantillon Gaussien. Le choix de la transformation
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peut dépendre du contexte ou de l'allure de l'histogramme, en essayant par exemple en priorité de rendre
les données symétriques.

Dé�nition La transformation de Box-Cox est une tranformation de la forme

φλ(xi) =
xλi − 1

λ

où λ ∈ R est un paramètre à calibrer. La transformation associée à la valeur λ = 0 est le logarithme
naturel (la limite en zéro).

Le paramètre λ est optimisé pour se rapprocher le plus possible d'observations Gaussiennes. En pratique,
la valeur de λ peut être choisie en maximisant la vraisemblance pro�lée

L(λ, µ, σ2) =

n∏
i=1

1√
2πσ

exp
(
− (φλ(xi)− µ)2

2σ2

)
.

2.3 Valeurs aberrantes et données manquantes

Une valeur aberrante (outlier en anglais) est une observation �éloignée� des autres observations, ce
qui peut s'expliquer notamment pas une erreur de mesure, un événement rare ou une donnée issue d'une
autre population. Les valeurs aberrantes sont en général repérées graphiquement. Il existe également des
mesures numériques telles que le test de Grubb ou le critère de Chauvenet mais qui nécessitent la nor-
malité des données. Pour gérer les valeurs aberrantes, on peut simplement les supprimer de l'échantillon
ou choisir d'utiliser des méthodes plus robustes, moins sensibles aux outliers (par exemple des méthodes
basées sur la médiane plutôt que la moyenne pour des distributions symétriques).

Les données manquantes sont des valeurs d'une ou plusieurs variables non observées chez des individus.
Elles peuvent provenir de données jamais enregistrées, perdues, e�acées ou de fausses données (par
exemples dans un sondage). Si elles sont en faible nombre, typiquement si moins de 5% des individus
comportent des valeurs manquantes, elles peuvent être simplement ignorées. Si elles sont en plus grand
nombre et que les ignorer induit une trop forte perte d'information, il existe des moyens pour leur attribuer
une valeur (imputation). On distingue trois types de donnés manquantes:

1. Données manquantes complètement aléatoirement (Missing Completely At Random). Une donnée
manquante est dite MCAR si la probabilité que la donnée soit manquante ne dépend pas des valeurs
des variables concernées, observées ou non. Pour un individu i, xji est une donnée MCAR si la
probabilité que xji soit observée ne dépend pas de (yi,xi) (par exemple, une donnée perdue par
l'expérimentateur).

2. Données manquantes aléatoirement (Missing At Random). C'est le cas si la probabilité d'observer
la variable s'exprime en fonction des variables observées pour l'individu. Par exemple, si une analyse
médicale est trop intrusive, on choisira de ne pas l'e�ectuer sur les individus en mauvaises conditions
physiques. Ainsi, on peut supposer que la variable xji correspondante au résultat de l'analyse n'est
observée qu'en fonction des autres variables xj′i pour l'individu.

3. Données manquantes non aléatoirement (Missing Not At Random). Les raisons pour lesquelles une
variable n'est pas observée pour un individu dépendent de la valeur de la variable elle-même ainsi
que des autres variables. Par exemple, lors d'un sondage sur des intentions de votes, certaines
réponses peuvent être volontairement déformées ou non communiquées. C'est bien spur le cas le
plus di�cile à gérer.
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Remarque 2.1 Dans beaucoup de cas, on ne connait pas le type des données manquantes. Il est alors
di�cile de les gérer, doit-on tenir compte des autres variables de l'individu? etc...

L'imputation consiste à attribuer une valeur à une donnée manquante, en général, la prédiction d'un
modèle calculée sur les individus bien renseignés. Selon les circonstances, les données manquantes peuvent
être traitées de di�érentes manières.

- Supprimer des données manquantes. Cette approche peut créer un biais si pour une variable donnée,
la probabilité que la donnée soit manquante dépend des valeurs des variables (cas des données
missing at random et missing not at random). Dans le premier cas, missing at random, la probabilité
peut être estimée en fonction des variables disponibles.

- Créer une modalité �donnée manquante�. Ne marche que pour les variables qualitatives nominales.

- Imputation par la moyenne. Les données manquantes sont remplacées par la moyenne des valeurs
disponibles pour chaque variable. Cette méthode est facile à implémenter mais peu e�cace en
général.

- Imputation par similarité. On remplace la donnée manquante par une valeur observée chez un
individu ayant des caractéristiques proches.

- Imputation aléatoire. On remplace une donnée manquante par une valeur observée de la variable,
tirée aléatoirement sur l'échantillon. La loi de distribution peut être choisie de manière à favoriser
les individus ayant des caractéristiques en commun.

- Imputation par régression. On construit une prédiction d'une valeur manquante par un modèle de
régression sur les variables observées. On remplace alors la donnée manquante par la valeur prédite
ou une version bruitée. On peut également imputer une valeur observée sur un individu ayant des
caractéristiques semblables, ou une valeur moyenne sur des individus proches.

3 Régression logistique

La régression logistique a pour but d'expliquer une variable qualitative Y en fonction de variables quan-
titatives. L'idée est d'utiliser un modèle linéaire généralisé pour modéliser la probabilité d'appartenance
de Y à une modalité en fonction des variables explicatives.

3.1 Modèle binomial

Soit Y = (Y1, ..., Yn)> un vecteur aléatoire à valeurs dans {0, 1}n. On observe une réalisation y =
(y1, ..., yn)> ∈ {0, 1}n de Y et pour chaque yi, un ensemble de variables xi = (x1i, ..., xqi). On suppose
pour simpli�er que la constante est une variable du modèle en posant x1i = 1. Les variables xji peuvent
être quantitatives ou qualitatives, auquel cas elles sont exprimées sous la forme d'indicatrice. Les données
consistent donc en l'observation de y et de la matrice

X =


x1

x2

...
xn

 =


x11 x21 . . . xk1
x12 x22 . . . xk2
...

...
...

...
x1n x2n . . . xqn

 ∈ Rn×q.

Pour i = 1, ..., n on note πi = P(Yi = 1) et π = (π1, ..., πn)> ∈ (0, 1)n. La régression logistique est basée
sur l'hypothèse que les probabilités πi véri�ent

πi =
exiβ

1 + exiβ
, i = 1, ..., n
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où β = (β1, ..., βq)
> ∈ Rq est un vecteur inconnu qui ne dépend pas de l'indice i. Cette hypothèse est une

façon de modéliser la dépendance entre la variable binaire Yi et le vecteur de variables explicatives xi.
Le choix de la transformation x 7→ ex/(1 + ex) est un moyen simple de se restreindre à des valeurs dans
(0, 1) pour évaluer la probabilité πi. Même si une relation exactement de cette forme est peu probable
en réalité, le modèle est su�samment �exible pour espérer s'en approcher (cette observation est aussi
valable pour le modèle linéaire général). La fonction réciproque est la fonction logit:

logit(p) = ln
( p

1− p
)
, p ∈ (0, 1).

Le modèle de la régression logistique peut donc s'écrire

logit(πi) = xiβ =

q∑
j=1

xjiβj , i = 1, ..., n.

Les probabilités πi ne sont bien sûr pas connues, mais on observe les valeurs �bruitées� yi = πi + εi où
les bruits εi sont centrées, de loi

P(εi = 1− πi) = πi et P(εi = −πi) = 1− πi.

On a donc

yi =
exiβ

1 + exiβ
+ εi,

ce qui fait de la régression logistique un cas particulier du modèle linéaire généralisé. En supposant
l'indépendance des Yi, la vraisemblance du modèle est donnée par

L(y, b) = P(Y = y|β = b) =

n∏
i=1

( exib

1 + exib

)yi(
1− exib

1 + exib

)1−yi
=

n∏
i=1

exibyi

1 + exib
, b ∈ Rq.

Une forme analytique de l'estimateur du maximum de vraisemblance β̂ n'étant en général pas disponible,
on peut l'approcher par des méthodes numériques. On obtient alors une estimation des probabilité πi
par

π̂i = xiβ̂ , i = 1, ..., n.

Si β̂ converge en probabilité vers β (ce qui peut se montrer sous des hypothèses raisonnables sur les

xi), alors on peut déduire le comportement asymptotique de β̂. On véri�e en e�et facilement que les
conditions du premier ordre donnent

0 =
d

db
lnL(y, β̂) = X>(y − π̂)

où π̂ = (π̂1, ..., π̂n)>. Par un développement limité d'ordre 1, on obtient

π̂i =
exiβ̂

1 + exiβ̂
= πi +

πi
1 + exiβ

xi(β̂ − β) + o‖β̂ − β‖.

Soit Σ = var(y), c'est-à-dire Σii = πi/(1 + exiβ) et Σij = 0 pour i 6= j. On déduit

β̂ − β ≈
(
X
>ΣX

)−1
X
>(y − π). (1)

Si n X>ΣX converge vers une matric B quand n→∞ et
√
n X>(y−π) est asymptotiquement Gaussien

(comme c'est le cas par exemple si les xi sont iid et de carré intégrable), alors

√
n(β̂ − β) −→

n→∞
N (0, B−1).
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3.2 Modèle multinomial

Supposons maintenant que Yi soit à une variable aléatoire à valeurs dans {0, 1, 2, ...,K−1}. On observe
donc ici, en plus des variables explicatives xi, un vecteur y ∈ {0, 1, ...,K − 1}n. On note πik = P(Yi = k)
et on suppose une relation linéaire sur les quantités log(πik/πi0) pour k = 0, 1, ...,K − 1, la probabilité

correspondant à la modalité 0 sera déduite du fait que
∑K
k=0 πik = 1. Il s'agit donc estimer q paramètres

pour chacunes des modalités 1, ...,K − 1. Le paramètre du modèle peut s'écrire sous la forme matricielle
β ∈ Rq×(K−1) avec

ln
(πi1
πi0

)
= xiβ.1 =

q∑
j=1

βj1xji

ln
(πi2
πi0

)
= xiβ.2 =

q∑
j=1

βj2xji

...

ln
(πiK−1

πi0

)
= xiβ.K−1 =

q∑
j=1

βjK−1xji

, i = 1, ..., n.

Le modèle binomial correspoond évidemment au cas particulier K = 2. On a, pour tout i = 1, ..., n,

K−1∑
k=1

πik = πi0

K−1∑
k=1

exiβ.k = 1− πi0 ⇐⇒ πi0 =
1

1 +
∑K−1
k=1 exiβ.k

.

Remarque 3.1 La quantité πik/πi0 est appelée la côte et correspond au facteur de vraisemblance de la
modalité k par rapport à la modalité 0. En e�et, l'événement Yi = k est πik/πi0 fois plus probable que
Yi = 0. Le modèle de régression logistique suppose une relation exponentielle entre la côte et les variables
explicatives puisque l'on a πik/πi0 = exp(xiβ). L'indépendance entre Yi et xi se traduit par une côte
constante πik/πi0 = exp(β0), voire égale à 1 si on n'intègre pas la constante au modèle.

En supposant l'idépendance des Yi, la vraisemblance du modèle est donnée par

L(y, b) =

n∏
i=1

P(Yi = yi|xi) =

K−1∏
k=1

∏
i:yi=k

exib.k

1 +
∑K−1
k=1 exib.k

, b ∈ Rq×(K−1).

L'estimateur du maximum de vraisemblance β̂ se calcule à l'aide d'algorithmes d'optimisation type
Newton-Raphson. On obtient alors une estimation des probabilités conditionnelles par

π̂ik =
exiβ̂.k

1 +
∑K−1
k=1 exiβ̂.k

.

Pour évaluer la performance de l'estimateur, on peut utiliser la matrice de confusion qui compare les
vraies valeurs yi avec les valeurs prédites ŷi (sans information a priori, la prédiction ŷi correspond na-
turellement à la modalité k dont la probabilité estimée π̂ik est maximale).

Dé�nition La matrice de confusion est une matrice M de taille K × K dont l'entrée (k, k′) donne le
nombre d'observations yi dans la modalité k qui ont été prédites dans la modalité k′, c'est-à-dire

Mkk′ =

n∑
i=1

1{yi = k, ŷi = k′}.
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Les valeurs correctement prédites apparaissent dans la diagonale deM. Le taux d'erreur mesuré par la ma-
trice de confusion est généralement sous-estimé puisque les probabilités π̂ik sont estimées sur l'échantillon.
Le phénomène est comparable au coe�cient de détermination R2 du modèle linéaire qui aura tendance
à sur-estimer la part expliquée du modèle. Idéalement, il faut pouvoir mesurer le taux d'erreur sur un
échantillon de validation di�érent pour obtenir une estimation �able de l'erreur de prédiction.

3.3 Sélection de modèle

Les méthodes pour rechercher des variables explicatives non pertnentes sont similaires à celles de la
régression linéaire. Un moyen naturel est de comparer la vraisemblance du modèle sans la ou les variables
dont on cherche à mesurer la pertinence avec la vraisemblance du modèle complet.

Dé�nition La deviance du modèle est dé�nie par

d = −2 lnL(y, β̂).

La deviance, qui est une quantité positive, est utilisée pour juger de la qualité du modèle. Pour simpli�er,
on se restreint dans cette section au modèle binomial.

Soit E0 un sous-espace vectoriel de E = Rq de dimension q0 qui représente un modèle restreint (par
exemple, si l'on veut tester la signi�cativité de xq = (xq1, ..., xqn)>, le modèle restreint est obtenu en
imposant βq = 0, c'est à dire E0 = Rq−1 × {0}). La log-vraisemblance

L(y, β̂)

L(y, β̂0)
=

maxb∈E L(y, b)

maxb∈E0
L(y, b)

est supérieur à 1 et mesure l'apport du modèle complet E par rapport au modèle restreint E0. Un
rapport de vraisemblance proche de 1 signi�e que l'apport est faible et qu'il est sans doute préférable de
privilégier le modèle E0 plus simple. Si le modèle E0 est correct (l'hypothèse H0), et sous des conditions
de régularité qui garantissent la convergence de l'estimateur du maximum de vraisemblance, la loi de la
statistique du rapport de vraisemblance

D0 = 2 ln
L(y, β̂)

L(y, β̂0)

peut être approchée asymptotiquement par une loi du χ2. Pour donner une idée de la preuve, on calcule
le développement limité d'ordre 2,

lnL(y, β̂) = lnL(y, β) + (y − π)>X(β̂ − β)− 1

2
(β̂ − β)>

(
X
>ΣX

)
(β̂ − β) + o

(
‖β̂ − β‖2

)
.

En remplaçant β̂ − β par son équivalent asymptotique de l'équation (1), on trouve

lnL(y, β̂)− lnL(y, β) =
1

2
(y − π)>X

(
X
>ΣX

)−1
X(y − π) + o

(
‖X(y − π)‖2

)
.

SousH0, la log-vraisemblance du modèle restreint lnL(y, β̂0) véri�e la même identité. Si η := (X>ΣX)−
1
2X(y−

π) converge en loi vers une N (0, I) (qui peut être une conséquence du TCL si X est issu de ralisations
aléatoires), on obtient après simpli�cation

D0 = ‖
(

I−Π0

)
η‖2 ≈

n→∞
χ2(q − q0),
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où Π0 est l'opérateur de projection orthogonale sur l'image de Σ
1
2X0.

Le test de signi�cativité globale correspond au modèle restreint E0 = vec{1}. Le maximum de vraisem-
blance se calcule alors facilement

lnL0(y) := max
b∈R

lnL(y, b) = max
b∈R

n∑
i=1

(
byi − ln(1 + eb)

)
= n

(
y ln(y)− (1− y) ln(1− y)

)
où y = 1

n

∑n
i=1 yi. La statistique du rapport de vraisemblance vaut dans ce cas

D0 = 2
[

lnL(y, β̂)− lnL(y, β̂0)
]

= 2

[ n∑
i=1

(
yi ln π̂i − (1− yi) ln(1− π̂i)

)
− n

(
y ln(y)− (1− y) ln(1− y)

)]
.

Si D0 est inférieur au quantile d'ordre 1 − α de la loi χ2(q − 1), on peut conclure que la loi de Yi ne
dépend pas de xi, au risque asymptotique α de se tromper.

Remarque 3.2 Les tests de signi�cativité ne permettent que de comparer des modèles emboités. Comme
pour le modèle linéaire, les critères AIC et BIC qui sont des versions pénalisées de la log-vraisemblance
permettent de comparer tous les modèles. En�n, il est également possible de sélectionner un bon modèle
par validation croisée, par exemple par Leave-One-Out.

Dé�nition Le coe�cient de détermination du rapport de vraisemblance est donné par

R2
L =

lnL(y, β̂)− lnL0(y)

lnL0(y)
=

1
n

∑n
i=1(yi ln π̂i − (1− yi) ln(1− π̂i))
y ln(y)− (1− y) ln(1− y)

− 1.

C'est l'analogue du coe�cient de détermination R2 du modèle linéaire. Il peut bien entendu servir de
critère pour mesurer la qualité d'un sous-modèle.

Dé�nition La statistique de Wald du coe�cient βj est donnée par

Wj =
β̂2
j

σ̂2
j

,

où σ̂2
j = σ2

j (β̂) est l'estimateur de (X>ΣX)−1jj (la variance asymptotique de β̂j) obtenu en remplaçant β

par β̂j dans la formule de Σ.

Si xj n'est pas signi�cative, Wj suit asymptotiquement un χ2(1), sous des conditions de régularité. C'est
une conséquence directe de l'équation (1). Le test de signi�cativité de Wald est basé sur le comportement

asymptotique de β̂j et est peu performant sur des échantillons petits.

3.4 Analyse des résidus

A l'image de la régression linéaire, plusieurs types de résidus sont étudiés, notamment

1. Les résidus bruts ε̂i = yi − π̂i dont la variance est estimée par π̂i(1− π̂i).
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2. Les résidus standardisés (résidus de Pearson)

ri =
yi − π̂i√
π̂i(1− π̂i)

.

Moralement, ri doit être proche en loi d'une Student T (n− q). Si |ri| > 2, on peut considérer que
l'observation yi est une valeur aberrante.

3. Les résidus Studentisés utilisent une estimation de la variance πi(1− πi) à partir des observations
j : j 6= i, qui est ainsi indépendante de yi. Soit π̃i l'estimation de πi obtenue sans la i-ème
observation, le résidus Studentisé est donné par

si =
yi − π̂i√
π̃i(1− π̃i)

.

La encore, on compare en pratique |si| à 2.

4 Classi�cation supervisée

Les di�érentes méthodes de classi�cation ont pour objectif de comprendre (aspect descriptif) et/ou
prédire (aspect prédictif) une variable qualitative Y à partir de variables explicatives. On parle de
classi�cation supervisée quand les modalités de Y sont connues.

4.1 Analyse factorielle discriminante

Soit Y une variable qualitative ayantK modalités {0, ...,K−1} et un ensemble de variable explicatives
quantitatives X1, ..., Xq. Comme précédemment, on observe un échantillon (yi,xi), i = 1, ..., n. L'analyse
factorielle discriminante est analogue à l'analyse en composante principale ou la régression PLS dans la
situation ou la variable à expliquer Y est qualitative. L'idée est de diminuer la dimension de l'espace
des variables explicatives en considérant des combinaisons linéaires optimales des xi. On introduit les
notations suivantes.

- nk le nombre d'observations de y dans la k-ème modalité. On a donc
∑K−1
k=0 nk = n.

- µk la moyenne empirique des xi pour la k-ème modalité de Y :

µk =
1

nk

n∑
i=1

xi1{yi = k} =
1

nk

∑
i:yi=k

xi.

- Σk la matrice de covariance empirique des xi pour la k-ème modalité de Y :

Σk =
1

nk

∑
i:yi=k

(xi − µk)>(xi − µk) =
1

nk

∑
i:yi=k

x>i xi − µ>k µk.

Les matrices Σk mesurent la dispersion des xi dans chaque modalité, ou classe. La dispersion intra-classe
est dé�nie comme la moyenne de ces covariances

Σ =
1

n

K−1∑
k=0

nkΣk.
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La variance inter-classes, qui mesurent les dispersions entre les di�érentes classes est donnée par

Ω =
1

n

K−1∑
k=0

nk(µk − µ)>(µk − µ),

où µ = 1
n

∑n
i=1 xi = 1

n

∑K−1
k=0 µk. C'est la matrice de covariance des centres de gravité µk de chaque

classe. Le lemme suivant est la version multidimensionnelle de la formule de décomposition de variance.

Lemme 4.1 La variance totale de l'échantillon

V :=
1

n

n∑
i=1

(xi − µ)>(xi − µ)

véri�e V = Σ + Ω.

L'objectif de la classi�cation est de retirer le maximum d'information sur Y à partir des variables
explicatives. Dans le cas de l'analyse factorielle discriminante, le but est de déterminer la ou les variables
zi, transformations linéaires des xi, qui apportent le plus d'information sur la modalité prise par yi. On
cherche donc une variable dont la variabilité inter-classes est maximale mais avec une faible variabilité
intra-classe.

On travaille sur les variables centrées xi − µ. On supposera ici sans perte de généralité que µ = 0.
Le premier axe factoriel z1 = (z11, ..., z1n)> est dé�ni par z1i = λ>1 xi avec λ1 un vecteur de norme 1 qui
véri�e

λ1 = arg max
λ∈Rq

λ>Ωλ

λ>V λ
.

On remarque alors que la quantité λ>1 Ωλ1/λ
>
1 V λ1 qui est maximale par construction correspond au

rapport (variance inter-classe)/(variance totale) de la variable z1. Le deuxième axe factoriel est donné
par z2i = λ>2 xi où λ2 est de norme 1, est orthogonal à λ1 et maximise λ>Ωλ/λ>V λ. Et ainsi de suite
pour obtenir q axes factoriels z1, ..., zq classés par ordre décroissant de pouvoir discriminant.

Proposition 4.2 Les vecteurs λ1, ..., λq sont les vecteurs propres de la matrice V −1Ω, classés par ordre
décroissant des valeurs propres associées.

La valeur propre ρj associée au vecteur propre λj est appelée le pouvoir discriminant de l'axe factoriel
zj .

Le choix du modèle se limite maintenant au choix du nombre d'axes factoriels à inclure, c'est-à-dire,
déterminer un seuil 0 ≤ s ≤ q au delà duquel les axes zj , j > s ne sont pas intégrés au modèle car ils
n'in�uencent pas ou trop peu la valeur de y. Le choix du seuil s peut se faire par des tests de signi�cativité
ou par validation croisée par exemple.

L'analyse factorielle discriminante conduit à dé�nir un nouvel espace de variables explicatives z1, ..., zs.

On s'intéresse maintenant à la prédiction de la variable yn+1 associée à une nouvelle observation xn+1.

Dé�nition Une règle de décision est une fonction δ qui à x associe une modalité k.

Etant donnée l'observation de xn+1, la prédiction associée à la règle de décision δ est simplement ŷn+1 =
δ(xn+1). Une règle de décision naturelle est de prédire la classe k dont le centre de gravité µk est le plus
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Figure 1: Exemple du jeu de données iris. L'axe horizontal est le plus discriminant.

proche de xn+1. Une distance adaptée dans ce cas est la distance de Mahalanobis qui tient compte de la
variance intra-classe,

d(x, µk)2 = (x− µk)Σ−1(x− µk)>.

La prédiction δ(xn+1) est donc la modalité k pour laquelle la distance d(xn+1, µk) est minimale. Cette
méthode de prédiction simple est adaptée si on ne dispose d'aucune information a priori sur Y . Par
exemple, elle ne tient pas compte des éventuelles di�érences dans les probabilités d'appartenance à chaque
modalité. Si on sait que la première modalité 1 est plus probable que les autres, il serait normal de la
privilégier dans la prédiction. Il peut aussi arriver qu'une erreur de prédiction soit plus coûteuse pour
une modalité k donnée et doive être évitée autant que possible. Il existe alors des méthodes de prédiction
plus élaborées tenant compte de ces critères.

4.2 Règle de décision Bayésienne

On suppose ici que les variables xi sont des réalisations indépendantes d'un vecteur aléatoire X et
l'échantillon (yi,xi), i = 1, ..., n un échantillon iid d'un couple de variables aléatoires (Y,X). On note

- pk = P(Y = k) la probabilité que la variable Y appartienne à la modalité k.

- fk la densité de X conditionnée à l'événement Y = k.

- f(y,x) la densité du couple (Y,X). On a donc pour k = 0, ...,K − 1, f(k,x) = pkfk(x).

- γ(k, l) le coût associé à la prédiction de la modalité k quand la vraie valeur est l.

La densité de X peut s'exprimer comme un mélange des densités conditionnelles

f(x) =

K−1∑
k=0

pkfk(x).

La fonction de coût est �xée par le statisticien. Si aucun type d'erreur n'est à éviter en particulier, on
peut �xer simplement γ(k, l) = 1 pour k 6= l et γ(k, k) = 0.
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Dé�nition Le risque de Bayes associée à une règle de décision δ pour le coût γ est donné par

R(δ) = E
[
γ
(
δ(X), Y

)]
=

K−1∑
k=0

pk

∫
Rq

γ
(
δ(x), k

)
fk(x)dx.

Le risque Bayésien est simplement le coût moyen engendré par la règle de décision δ.

Dé�nition La réègle de décision Bayésienne est la règle δ∗ qui minimise le risque Bayésien

δ∗ = arg minR(δ).

La règle de décision Bayésienne est la meilleur prédiction possible en moyenne pour le coût γ. Dans le cas
de la fonction de coût simple γ(k, l) = 1{k 6= l}, elle s'exprime simplement en fonction des probabilités
pk et des densités conditionnelles fk.

Théorème 4.3 Pour la fonction de coût simple γ(k, l) = 1{k 6= l}, la règle de décision Bayésienne est
donnée par

δ∗(x) = arg max
0≤k≤K−1

pkfk(x).

Preuve. On a

1−R(δ) = E
[
1− γ

(
δ(X), Y

)]
= P

(
δ(X) = Y

)
=

∫
Rq

pδ(x)fδ(x)(x)dx.

La fonction δ∗ qui minimise R(δ) maximise 1−R(δ) et véri�e donc pour tout x,

δ∗(x) = arg max
0≤k≤K−1

pkfk(x).

Pour cette fonction de coût, la règle de décision Bayésienne est donc naturellement celle qui maximise la
probabilité conditionnelle k 7→ P(Y = k|X = x). Par la formule de Bayes,

P(Y = k|X = x) =
P(Y = k,X = x)

f(x)
.

Comme f(x) ne dépend pas de k, δ∗ maximise également la densité jointe. Elle est bien sûr inconnue en
pratique puisque pk et fk sont inconnus, mais on peut en général l'estimer.

4.3 Modèle Gaussien

Dans le cas où les densités conditionnelles sont Gaussiennes, il su�t d'estimer les moyennes et matrices
de variance pour chaque classe. L'estimation par maximum de vraisemblance donne

f̂k(x) =
1

(2π)q/2
√

det(Σk)
exp

(
−

(x− µk)Σ−1k (x− µk)>

2

)
où µk,Σk sont les moyennes et covariances empiriques dans chaque classe, dé�nis précédemment. Etant
donnés des estimateurs p̂k (par exemple les fréquences empiriques) ou simplement des probabilités a
priori, on estime la règle de décision de Bayes par

δ̂(x) = arg max
0≤k≤K−1

p̂kf̂k(x).
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Dans ce cas, la densité de X est un mélange Gaussien

f(x) =

K−1∑
k=0

pk

(2π)q/2
√

det(Σ∗k)
exp

(
−

(x− µ∗k)Σ∗−1k (x− µ∗k)>

2

)
qui est un modèle très utilisé en classi�cation.

Si les données sont supposées de même variance pour chaque classe, Σ∗k = Σ∗ on peut alors estimer
Σ∗ sur l'échantillon global par Σ. Si les p̂k sont égaux (par exemple si les e�ectifs de chaque classe
sont égaux), on retrouve le critère issu de l'analyse factoriel dicriminante qui minimise la distance de
Mahalanobis. Même dans les cas où elle n'est pas véri�ée, supposer l'homoscédasticité des données peut
s'évérer utile lorsque peu d'observations sont disponibles. L'hypothèse de normalité peut bien entendu
être testée au préalable sur les données, par exemple à l'aide d'un test de Lilliefors ou Shapiro-Wilk.

Remarque 4.4 Le modèle Gaussien est étudié en priorité car il constitue la structure la plus naturelle.
Ce cadre peut se généraliser sans problème à un modèle paramétrique quelconque.

4.4 Modèle non-paramétrique

Si les données ne sont pas issues d'un modèle paramétrique (par exemple si le test a rejeté l'hypothèse
de normalité), les densités peuvent être estimées par des méthodes non-paramétriques.

1. Méthode à noyau. La méthode non-paramétrique la plus classique pour estimer une densité est sans
doute l'estimation par noyaux. Soit K(.) une densité sur Rq, l'estimateur à noyau de la densité
conditionnelle fk s'écrit

f̂k(x) =
1

nkhq

∑
i:yi=k

K
(x− xi

h

)
,

où h est la fenêtre, à calibrer par exemple par validation croisée. Des noyaux K(.) sur Rq utilisés
couramment sont la densité d'un vecteur Gaussien standard de Rq, la densité uniforme sur la boule
unité ou encore un produit de noyaux sur R, K(x) =

∏q
j=1K0(xj).

2. k plus proches voisins. L'idée des k plus proches voisins est d'attribuer à une nouvelle observation,
la modalité la plus fréquentes parmi ses voisins. L'e�cacité de la méthode dépend de la distance
utilisée et du nombre k de voisins considérés. Des choix classiques de distances sont la distance
Euclidienne ou la distance de Mahalanobis. Le nombre k de voisins est déterminé par exemple par
validation croisée ou en minimisant l'erreur de classi�cation sur les données disponibles.

En cas d'égalité de fréquence parmi plusieurs modalités, il existe plusieurs solutions simples: mod-
i�er le paramètre k, tirer aléatoirement une des modalités en compétition, pondérer les voisins par
l'inverse de la distance etc...

4.5 Qualité de la prédiction

Prenons le cas simple d'une analyse discriminante à deux classes où l'on doit prédire une variable
binaire, qui modélise par exemple la présence ou absence d'une maladie. Pour une règle de décision δ, la
matrice de confusion comprend quatre entrées

M =

[
n11 n10
n01 n00

]
où n = n11 + n00 + n10 + n01 et
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- n11 = #{i : δ(xi) = yi = 1} représente le nombre de vrais positifs

- n00 = #{i : δ(xi) = yi = 0} représente le nombre de vrais négatifs

- n10 = #{i : δ(xi) = 1, yi = 0} représente le nombre de faux positifs

- n01 = #{i : δ(xi) = 0, yi = 1} représente le nombre de faux négatifs.

Il existe de nombreux critères pour mesurer la qualité de prédiction. Le choix du critère dépend
essentiellement du coût estimé de chaque type d'erreur, formalisé par la fonction γ(., .). Par exemple,
dans le cas d'un problème de détection d'une maladie, un faux positif est généralement moins préjudiciable
qu'un faux négatif. On peut regarder:

1. le taux d'erreur:
n10 + n01

n

2. le taux de faux positifs (erreur de première espèce): α =
n01

n11 + n01

3. le taux de faux négatifs (erreur de seconde espèce): β =
n10

n10 + n00

4. la sensibilité (taux de vrais positifs):
n11

n11 + n01
= 1− α

5. la spéci�cité (taux de vrais négatifs):
n00

n10 + n00
= 1− β

6. le Peirce Skill Score (PSS):
n11

n11 + n10
− n10
n10 + n00

.

Le PSS est compris entre −1 et 1, une valeur positive signi�ant que le taux de détections correctes est
supérieur au taux de fausses alertes, et la prévision est d'autant meilleure que le PSS est proche de 1. Le
score de Peirce est souvent utilisé pour des modèles météorologiques. Une version pondérée de la forme

n11
n11 + n10

− λ n00
n10 + n00

pour λ > 0 permet d'associer un coût plus ou moins fort à une fausse alerte.

Dans le cas de la discrimination binaire, les règles de décision construisent pour la plupart une esti-
mation de la probabilité πi = P(Yi = 1|xi). C'est bien sûr le cas pour le modèle binomial de la régression
logistique. Pour les méthodes de discrimination basées sur l'estimation de densité, la probabilité estimée
π̂i se retrouve par

π̂i =
p̂1f̂1(xi)

p̂1f̂1(xi) + p̂0f̂0(xi)
.

La règle de décision consiste alors à attribuer la valeur 1 à yi lorsque π̂i > s où s est un seuil s ∈ [0, 1]
choisi par le statisticien, en général s = 1

2 . Soit α(s) le taux de faux positifs au seuil s, on a clairement
α(0) = 1 et α(1) = 0. La sensibilité 1−α(s) est donc une fonction décroissante du seuil. Inversement, la
spéci�cité 1− β(s) est une fonction croissante du seuil avec 1− β(0) = 0 et 1− β(1) = 1.

Dé�nition La courbe ROC (Receiver Operating Characteristic) est le graphe de la courbe paramé- trée
s 7→ (1− β(s), α(s)), pour s ∈ [0, 1]. Elle permet de visualiser l'évolution de la puissance en fonction de
l'erreur de première espèce.
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La courbe ROC d'une règle de décision indépendante des données sera proche de la droite allant de
(0, 0) à (1, 1). Intuitivement, cela s'explique par le fait que la sensibilité et la spéci�cité sont les versions
empiriques des probabilités conditionelles

1− α(s) ≈ P(π̂i > s|Yi = 1) et 1− β(s) ≈ P(π̂i ≤ s|Yi = 0).

Si τ̂i est indépendant des observations, alors on voit bien que β(s) ≈ 1− α(s).

L'aire sous la courbe ROC, appelée AUC (Area Under Curve), mesure la qualité de discrimination du
modèle indépendamment du seuil: plus l'AUC est �proche� de 1, plus le modèle est bon. Pour la calculer,
on regarde les paires d'indices (i, j) telles que yi = 1 et yj = 0. Une paire est dite concordante si π̂i > π̂j
et discordante sinon. Soit Nc (resp. Nd) le nombre de paires concordantes (resp. discordantes) alors

AUC =
Nc − 2Nd + (n10 + n00)(n11 + n01)

2(n10 + n00)(n11 + n01)
.

Le numérateur est la statistique de Mann-Whitney qui permet de tester, dans ce cas précis, l'indépendance
entre Y et X.

Le seuil optimal s∗ peut donc être choisi selon plusieurs critères.

- le point (1− β(s), α(s)) le plus proche du coin en haut à gauche (0, 1)

- le point (1 − β(s), α(s)) le plus éloigné (tout en en étant au dessus) de la diagonale. On montre
facilement que cela revient à minimiser β(s) + α(s).

- si on évalue les coûts d'un faux positif et d'un faux négatif à γ(0, 1) et γ(1, 0) respectivement, on
choisira le seuil s qui minimise le coût moyen estimé

γ(0, 1)
n01(s)

n
+ γ(1, 0)

n10(s)

n

Remarque 4.5 Si la courbe ROC est calculée sur les données d'apprentissage, le taux d'erreur sera
sous-estimé. Idéalement (si la taille de l'échantillon le permet), il faut séparer l'échantillon en une partie
apprentissage et une partie validation.

4.6 Un exemple

On relève le taux de glycémie xi sur des patients diabétiques (yi = 1) et sains (yi = 0).
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Sur le graphique de gauche, la régression logistique fournit une estimation de la probabilité d'être

diabétique par la fonction eβ̂0+β̂1x/(1 + eβ̂0+β̂1x) où le paramètre β̂ est estimé par maximum de vraisem-
blance. Pour un seuil s donné, un nouveau patient avec un taux de glycémie x sera diagnostiqué comme
diabétique (en attendant d'autres tests) si la probabilité associée dépasse le seuil. La courbe ROC (à
droite) représente l'évolution de la sensibilité en fonction du taux de patients diabétiques mal diagnos-
tiqués pour un seuil s qui varie de 0 (coin en bas à gauche) à 1 (en haut à droite).

La discrimination par estimation de densité consiste à estimer les densités f1, f0 chez les patients
diabétiques et sains. Dans un modèle Gaussien, il su�t d'estimer les moyennes et variances, par exemple
par maximum de vraisemblance.
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Le classement est e�ectué en comparant les densités estimées, pondérées par la proportion d'individus
dans chaque catégorie. Dans le cas de la discrimination binaire, le classement est comparable à un test
de rapport de vraisemblance.

5 Arbres binaires de décision

Les arbres binaires de décision (parfois appelés CART pour Classi�cation And Regression Tree) ren-
trent dans le cadre de l'apprentissage supervisé. L'objectif est toujours d'expliquer ou prédire une variable
Y à partir de variables explicatives. En plus de pouvoir s'appliquer à tout type de variables, cette méth-
ode a l'avantage principal de conduire à une solution facilement interprétable graphiquement. Un arbre
binaire est construit à partir de découpages successifs de l'échantillon des variables explicatives. Ces
découpages sont choisis selon un critère de discrimination, c'est-à-dire, qui permettent de distinguer le
mieux possible les valeurs de Y . Les arbres binaires nécessitent peu d'hypothèses sur le modèle et sont
particulièrement adaptés à de gros jeux de données contenant beaucoup de variables explicatives.

La construction d'un arbre binaire est récursive. A chaque étape, on dispose d'un sous-échantillon
de l'échantillon total. On doit décider entre le diviser en deux sous-échantillons discriminant (pour la
variable y) et le conserver si celui-ci est jugé homogène (toujours pour la variable y). La procédure
détaillée est la suivante.

1. On part de l'échantillon complet qu'on divise en deux sous-échantillons discriminant. La division
dépend d'une variable explicative xj et d'une seuil s si xj est quantitative ou une partition des
modalités de xj si qualitative.
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Figure 2: Exemple d'arbre binaire de décision sur les données Iris.

- Dans le cas d'une variable quantitative, les observations (yi,xi) sont partitionnés selon si
xji ≤ s ou xji > s (on distingue par exemple les individus de plus de 18 ans et ceux de moins
de 18 ans).

- Dans le cas d'une variable qualitative xj , les observations sont partitionnées en deux groupes
de modalités de xj (par exemple les femmes et les hommes).

2. Pour chacun des sous-échantillons, on choisit entre

- Rediviser en deux parties suivant les valeurs d'une variables explicative xj′ choisie. Les mêmes
règles de division que précédemment s'appliquent selon si xj′ est quantitative ou qualitative.

- Conserver le sous-échantillon si celui-ci est jugé su�samment homogène pour la variable y.
Dans ce cas, on dit que le sous-échantillon est une feuille de l'arbre.

3. On réitère la procédure sur les dernières partitions créées jusqu'à ce que toutes les feuilles soient
su�samment homogènes.

4. On a�ecte à chaque feuille une valeur de Y :

- Si Y est une variable quantitative, on attribue à une feuille la moyenne des yi du sous-
échantillon.

- Si Y est qualitative, on attribue la modalité la plus représentée dans le sous-échantillon, la
plus probable si on dispose de probabilité a priori où la modalité qui minimise le coût moyen
etc...

Pour un arbre A, on note δA(.) la règle de décision associée qui à une variable xi associe la valeur δA(xi)
correspondante à la feuille de l'arbre dans laquelle se trouve xi. Pour dé�nir la règle de décision, on peut
se baser sur une minimisation de l'erreur de prédiction R̂(A) estimée sur l'échantillon (on la distingue de
l'erreur réelle R(.) inconnue). Elle peut prendre plusieurs formes.

• Erreur quadratique moyenne:
R̂(A) =

1

n

n∑
i=1

(δA(xi)− yi)2
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si yi est quantitative. Dans ce cas δA(xi) est égal à la moyenne des yi dans la feuille de l'arbre
contenant xi.

• Taux d'erreur de prédiction:
R̂(A) =

1

n

n∑
i=1

1{δA(xi) 6= yi}

si yi est qualitative. Ici δA(xi) est la modalité la plus représentée de Y dans la feuille de xi.

• Coût moyen de prédiction:
R̂(A) =

n∑
i=1

γ
(
δA(xi), yi

)
si yi est qualitative et γ(k, `) est le coût associé à la prédiction δA(xi) = k lorsque la vraie valeur
est yi = `.

La qualité de l'arbre binaire dépend du critère d'homogénéité qui détermine à chaque étape si on conserve
l'échantillon ou si on le divise en deux parties, et dans le cas, comment est choisie la partition.

5.1 Cas d'une variable Y quantitative

Soit E ⊆ {1, ..., n} une partie de l'échantillon de taille m ≤ n, on note

µ(E) =
1

m

∑
i∈E

yi et σ2(E) =
1

m

∑
i∈E

(
yi − µ(E)

)2
.

Pour toute partition de E en deux classes E1, E2 de tailles respectives m1,m2, on dé�nit

- la variance intra-classe σ2(E1, E1) = 1
m

(
m1σ

2 +m2σ
2
)

- la variance inter-classe ω(E1, E2) = 1
m

(
m1(µ(E1)− µ(E))2 +m2(µ(E2)− µ(E))2

)
La variance inter-classe est la moyenne des variances alors que la variance intra-classe est la variance des
moyennes. La formule d'analyse de variance nous dit que la variance totale sur E est la somme de la
variance intra-classe et la variance inter-classe

σ2(E) = σ2(E1, E2) + ω(E1, E2).

On cherche la partition de E la plus discriminante pour la variable y. Si y est quantitative, une partition
discriminante correspond à une partition pour laquelle la variance intra-classe est petite comparée à la
variance inter-classe. Pour des raisons d'interprétabilité du modèle, une partition est basée sur les valeurs
d'une des variables explicatives. On cherche donc formellement une variable xj pour laquelle une parti-
tion E1, E2 de E basée sur les valeurs de xj minimise la quantité σ2(E1, E2) ou de manière équivalente,
maximise ω(E1, E2).

Si la variance inter-classe est faible quelle que soit la partition choisie, cela signi�e que le sous-
échantillon E est homogène et qu'un ra�nement de l'arbre par une division de E n'est pas nécessaire.
On dé�nit alors E comme une feuille de l'arbre.

5.2 Cas d'une variable Y qualitative

On suppose ici que Y est une variable qualitative sur K modalités et on note, pour un sous-ensemble
E de {1, ..., n} de taille m,

p̂k(E) =
1

m

∑
i∈E

1{yi = k} , k = 1, ...,K,

et p̂(E) = (p̂1(E), ..., p̂K(E)). Il existe deux critères d'homogénéité particulièrement utilisés pour la
construction d'un arbre binaire dans le cas où Y est qualitative.
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1. L'entropie d'une loi de probabilité p = (p1, ..., pK) est dé�nie par

E(p) = −
K∑
k=1

pk ln(pk).

L'entropie est positive ou nulle, et nulle seulement si p est une masse de Dirac (elle est dé�nie pour
des poids nuls en utilisant la convention 0 ln(0) = 0). Par ailleurs, l'entropie est maximale pour la
probabilité uniforme pk = 1

K et pour cette raison, est utilisée comme mesure d'homogénéité. Une
partition E1, E2 discriminante peut être choisie sur le critère d'entropie, en mainimisant

E
(
p̂(E1)

)
+ E

(
p̂(E2)

)
.

2. L'indice de Gini,

G(p) = 1−
K∑
k=1

p2k,

peut être utilisé à la place de l'entropie comme mesure d'homogénéité. Ici aussi, on montre facile-
ment que G(p) ≥ 0 avec G(p) = 0 seulement si p est une masse de Dirac et que G(p) est maximale
pour la probabilité uniforme. On choisira alors une partition E1, E2 telle que G

(
p̂(E1)

)
+G

(
p̂(E2)

)
est minimal.

Dans le cas extrême où y ne prend qu'une seule valeur sur E, il est évidemment inutile de diviser
le sous-échantillon E en deux. Dans ce cas, le critère d'entropie ou l'indice de Gini est nul pour toute
partition E1, E2.

5.3 Elagage

Si l'arbre contient un grand nombre de feuilles, la règle de décision correspondante, qui associe à
chaque feuille une valeur de y est instable et en général peu e�cace (le modèle est sur-ajusté). Il est
alors nécessaire d'élaguer l'arbre. L'élagage consiste à choisir le meilleur arbre parmi une suite d'arbres
emboités, en se basant sur un critère penalisé.

Dé�nition Un sous arbre de l'arbre A0 est un arbre obtenu en remplaçant un ou plusieurs embranche-
ments de A0 par une feuille.

Un sous-arbre A de A0 (noté A ⊂ A0) est donc obtenu en regroupant toutes les feuilles de A0 issues
de mêmes embranchements. Les valeurs de y associées aux nouvelles feuilles sont obtenues de la même
façon que pour la construction initiale.

La complexité d'un arbre A peut se mesurer par son nombre de feuilles φ(A), ce qui conduit à un
critère pénalisé

Critλ(A) = R̂(A) + λφ(A),

où λ ≥ 0 est une constante à calibrer. La procédure d'élagage consiste alors à rechercher le sous-arbre Â
de A0 qui minimise le critère:

Â = arg min
A⊂A0

Critλ(A).

En faisant croître le paramètre λ, on obtient une suite �nie de sous-arbres emboîtés A0 ⊃ A1 ⊃ .... ⊃ AN ,
où A0 minimise le critère pour λ = 0 et l'arbre trivial AN réduit à un seul sommet minimise le critère
pour λ → ∞. Le choix optimal du paramètre λ peut se faire sur un échantillon de validation ou par
validation croisée.
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6 Support Vector Machine

Les supports Vectors Machines (SVM), développées dans les années 1990, sont parmi les techniques
les plus récentes de l'apprentissage supervisée. L'idée de base est de rechercher dans l'espace engendré
par les variable explicatives xi, un hyperplan a�ne qui permettent de discriminer les valeurs de y (on
suppose ici pour simpli�er que y est binaire). Un hyperplan a�ne H de Rq est un sous-espace a�ne de
dimension q − 1 qui peut se caractériser par un vecteur normal ω et un réel b tels que,

x ∈ H ⇐⇒ 〈x, ω〉+ b = 0,

où 〈u, v〉 désigne le produit scalaire usuel de Rq. L'hyperplan, noté H = (ω, b), dé�nit une partition de
Rq selon si 〈x, ω〉 + b < 0 (sous l'hyperplan) ou 〈x, ω〉 + b > 0 (au-dessus). Un hyperplan discriminant
pour la variable y, appelé aussi hyperplan séparateur, véri�era

〈xi, ω〉+ b > 0 ⇐⇒ yi = 1.

Il peut exister plusieurs hyperplans séparateurs ou n'y avoir aucune solution. Dans le cas où plusieurs
solutions existent, on recherchera l'hyperplan le plus �éloigné� des points, dit de marge maximale.

Figure 3: Hyperplan séparateur optimal au sens de la marge maximale.

Dé�nition La marge d'un hyperplan H = (ω, b) est la distance entre l'hyperplan et les points les plus
proches de l'échantillon.

La distance d'un point xi à l'hyperplan H = (ω, b) est la valeur absolue de la solution λ à

xi + λ
ω

‖ω‖
∈ H ⇐⇒ 〈xi + λ

ω

‖ω‖
, ω〉+ b = 0 ⇐⇒ λ = −〈xi, ω〉+ b

‖ω‖
.

La marge de H = (ω, b) est donc égale à

M(ω, b) = min
i=1,...,N

|〈xi, ω〉+ b|
‖ω‖

.

Théorème 6.1 Si un hyperplan séparateur existe, alors il existe un sous-ensemble de points V S de
l'échantillon appelés vecteurs de support tels que l'hyperplan séparateur de marge optimale H∗ = (ω∗, b∗)
véri�e, pour tout xi ∈ V S,

〈ω∗,xi〉+ b∗ =

{
1 si yi = 1
−1 si yi = 0

et 〈ω∗,xi〉+ b∗ > 1 (resp. < 1) pour tout xi /∈ V S tel que yi = 1 (resp. yi = 0).

Les conditions 〈ω∗,xi〉 + b∗ = ±1 sur les vecteurs de support permettent une normalisation des
paramètres ω, b qui rendent la solution unique (lorsqu'elle existe). Imposer une contrainte de la forme
〈ω∗,xi〉+ b∗ = ±ε conduirait à une solution di�érente mais qui dé�nit le même hyperplan H∗.
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6.1 Cas non-séparable

S'il n'existe pas d'hyperplan séparateur, il y a deux approches possibles, qui peuvent être combinées.

1. Rechercher un hyperplan H qui minimise le nombre d'observations yi mal classées. La solution est
obtenue par un problème d'optimisation sous contrainte de la forme

min
ω∈Rq

‖ω‖2 + λ

n∑
i=1

ξi

sous la contrainte

〈xi, ω〉+ b

{
≥ 1− ξi si yi = 1
≤ −1 + ξi si yi = 0

Les coe�cients ξi ≥ 0, qui re�ètent le niveau d'erreur toléré, sont choisis par le statisticien. Le
paramètre λ doit être calibré, par exemple par validation croisée.

2. Augmenter la dimension de l'espace en rajoutant des transformations non-linéaires φ des variables
xi. Si l'échantillon des xi ∈ Rq n'est pas séparable linéairement, il se peut que l'échantillon x̃i =
(xi, φ(xi)) le devienne.
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Figure 4: A gauche, l'échantillon de variables réelles xi ∈ R n'est clairement pas linéairement séparable pour la variable
y (les cercles représentent les valeurs telles que yi = 1 et les carrés yi = 0). Si on rajoute la variable sin(xi) (à droite),
l'échantillon x̃i = (xi, sin(xi)) devient linéairement séparable dans R2.

6.2 Séparateur non-linéaire

Jusqu'à présent, la discrimination par la méthodes des SVM est un problème d'optimisation linéaire
(recherche d'un hyperplan). Dans le cas où l'échantillon n'est pas linéairement séparable, une généralisa-
tion de la méthode consiste à rechercher un séparateur non-linéaire, construit en appliquant une fonction
simple Φ : Rq → Rs (avec généralement s > q) qui rende l'échantillon Φ(xi), i = 1, ..., n linéairement
séparable dans Rs. Une solution discriminante ω ∈ Rq, B ∈ Rs véri�e dans ce cas, pour tout xi

〈Φ(xi),Φ(ω)〉+B > 0 ⇐⇒ yi = 1.

Dé�nition Un noyau est une fonction symétrique κ : Rq × Rq → R qui véri�e la condition de Mercer:
pour tout v1, ....,vN ∈ Rq, la matrice de terme générale κ(vi,vj) est dé�nie positive.
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On peut montrer qu'une fonction κ(., .) est un noyau si, et seulement si, il existe une fonction Φ (à valeurs
dans un espace de Hilbert, potentiellement de dimension in�nie) telle que

κ(x,x′) = 〈Φ(x),Φ(x′)〉 , ∀x,x′ ∈ Rq.

La recherche d'une solution discriminante (ω,B) pour l'échantillon Φ(xi), i = 1, ..., n ne dépend que
des quantités 〈Φ(xi),Φ(ω)〉. Plutôt que de chercher une transformation Φ, une version plus simple du
problème revient donc à rechercher ω,B tel que

κ(ω,xi) +B > 0 ⇐⇒ yi = 1,

pour un noyau κ(., .) bien choisi. Les exemples les plus courant de noyaux sont

- le noyau linéaire κ(x,x′) = 〈x,x′〉

- les noyaux Gaussiens κ(x,x′) = exp
(
− α‖x− x′‖2

)
pour un α > 0

- les noyaux polynomiaux κ(x,x′) =
(
1 + 〈x,x′〉

)d
, d ∈ N

24


